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ВВЕДЕНИЕ

Прогнозирование – это взгляд в будущее, оценка возможных путей развития, последствий тех или иных решений.

Иногда прогноз основан на хорошо изученных закономерностях и осуществляется наверняка. Никто не сомневается, что вслед за ночью наступит день. Методы прогнозирования движения космических аппаратов разработаны настолько, что возможна автоматическая стыковка кораблей. Однако встающие перед нами проблемы прогнозирования обычно не позволяют дать однозначный обоснованный прогноз.

Далеко не секрет, что прогнозирование в энергетике является важной задачей. Неточный прогноз потребления электроэнергии может привести не только к некачественному обслуживанию потребителей, но и к большим финансовым потерям предприятия.
1. НЕЙРОННЫЕ СЕТИ – КАК МЕТОД ПРОГНОЗИРОВАНИЯ

1.1. Нейронные сети – общий подход
Простейшие методы восстановления зависимостей в детерминированном случае исходят из заданного временного ряда, т.е. функции, определенной в конечном числе точек на оси времени. Задачам анализа и прогноза временных рядов посвящена большая литература. Временной ряд при этом часто рассматривается в рамках вероятностной модели, вводятся иные факторы (независимые переменные), помимо времени. Временной ряд может быть многомерным, т.е. число откликов (зависимых переменных) может быть больше одного. Основные решаемые задачи – интерполяция и экстраполяция (т.е. собственно прогноз). Метод наименьших квадратов в простейшем случае (линейная функция от одного фактора) был разработан немецким математиком К. Гауссом в 1794–1795 гг. Альтернативой статистическим методам служат экспертные методы прогнозирования, опирающиеся на опыт и интуицию специалистов.

Астраханское РДУ планирует начать разработку программного комплекса прогнозирования, используя современные методы, такие как нейронные сети. Нейронные сети являются перспективной альтернативой традиционным методам решения нелинейных задач прогнозирования временных рядов. В рамках этого подхода поведение некоторого процесса чаще всего преобразовывается во временной ряд, и далее нейронной сетью прогнозируется уже поведение этого временного ряда.

После двух десятилетий почти полного забвения интерес к искусственным нейронным сетям быстро вырос за последние несколько лет. Искусственные нейронные сети могут менять свое поведение в зависимости от внешней среды. Этот фактор в большей степени, чем любой другой, ответствен за тот интерес, который они вызывают. После предъявления входных сигналов (возможно, вместе с требуемыми выходами) они самонастраиваются, чтобы обеспечивать требуемую реакцию. Было разработано множество обучающих алгоритмов, каждый со своими сильными и слабыми сторонами.
Искусственный нейрон имитирует в первом приближении свойства биологического нейрона. На вход искусственного нейрона поступает некоторое множество сигналов, каждый из которых является выходом другого нейрона. Каждый вход умножается на соответствующий вес, аналогичный синаптической силе, и все произведения суммируются, определяя уровень активации нейрона. На рис. 1.2 представлена модель, реализующая эту идею. Хотя сетевые парадигмы весьма разнообразны, в основе почти всех их лежит эта конфигурация. Здесь множество входных сигналов, обозначенных x1, x2,…, xn, поступает на искусственный нейрон. Эти входные сигналы, в совокупности обозначаемые вектором X, соответствуют сигналам, приходящим в синапсы биологического нейрона. Каждый сигнал умножается на соответствующий вес w1, w2,…, wn, и поступает на суммирующий блок, обозначенный Σ. Каждый вес соответствует «силе» одной биологической синаптической связи. (Множество весов в совокупности обозначается вектором W.) Суммирующий блок, соответствующий телу биологического элемента, складывает взвешенные входы алгебраически, создавая выход, который мы будем называть NET. В векторных обозначениях это может быть компактно записано следующим образом:


NET = XW.
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Рис. 1.2. Искусственный нейрон

Сигнал NET далее, как правило, преобразуется активационной функцией F и дает выходной нейронный сигнал OUT. Активационная функция может быть обычной линейной функцией

OUT = K(NET),

где К – постоянная, пороговой функции,


OUT = 1, если NET > T, 

OUT = 0 в остальных случаях,

где Т – некоторая постоянная пороговая величина, или же функцией, более точно моделирующей нелинейную передаточную характеристику биологического нейрона и представляющей нейронной сети большие возможности.
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Рис. 1.3. Искусственный нейрон с активационной функцией

На рис. 1.3 блок, обозначенный F, принимает сигнал NET и выдает сигнал OUT. Если блок F сужает диапазон изменения величины NET так, что при любых значениях NET значения OUT принадлежат некоторому конечному интервалу, то F называется «сжимающей» функцией. В качестве «сжимающей» функции часто используется логистическая или «сигмоидальная» (S-образная) функция, показанная на рис. 1.4а. Эта функция математически выражается как F(x) = 1/(1 + е-x). Таким образом,
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По аналогии с электронными системами активационную функцию можно считать нелинейной усилительной характеристикой искусственного нейрона. Коэффициент усиления вычисляется как отношение приращения величины OUT к вызвавшему его небольшому приращению величины NET. Он выражается наклоном кривой при определенном уровне возбуждения и изменяется от малых значений при больших отрицательных возбуждениях (кривая почти горизонтальна) до максимального значения при нулевом возбуждении и снова уменьшается, когда возбуждение становится большим положительным. Гроссберг (1973) обнаружил, что подобная нелинейная характеристика решает поставленную им дилемму шумового насыщения. Каким образом одна и та же сеть может обрабатывать как слабые, так и сильные сигналы? Слабые сигналы нуждаются в большом сетевом усилении, чтобы дать пригодный к использованию выходной сигнал. Однако усилительные каскады с большими коэффициентами усиления могут привести к насыщению выхода шумами усилителей (случайными флуктуациями), которые присутствуют в любой физически реализованной сети. Сильные входные сигналы в свою очередь также будут приводить к насыщению усилительных каскадов, исключая возможность полезного использования выхода. Центральная область логистической функции, имеющая большой коэффициент усиления, решает проблему обработки слабых сигналов, в то время как области с падающим усилением на положительном и отрицательном концах подходят для больших возбуждений. Таким образом, нейрон функционирует с большим усилением в широком диапазоне уровня входного сигнала.

1.2. Однослойные искусственные нейронные сети
Различают однослойные и многослойные нейронные сети.
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Рис. 1.5. Однослойная нейронная сеть

Хотя один нейрон и способен выполнять простейшие процедуры распознавания, сила нейронных вычислений проистекает от соединений нейронов в сетях. Простейшая сеть состоит из группы нейронов, образующих слой, как показано в правой части рис. 1.5. Отметим, что вершины-круги слева служат лишь для распределения входных сигналов. Они не выполняют каких- либо вычислений, и поэтому не будут считаться слоем. По этой причине они обозначены кругами, чтобы отличать их от вычисляющих нейронов, обозначенных квадратами. Каждый элемент из множества входов Х отдельным весом соединен с каждым искусственным нейроном. А каждый нейрон выдает взвешенную сумму входов в сеть. В искусственных и биологических сетях многие соединения могут отсутствовать, все соединения показаны в целях общности. Могут иметь место также соединения между выходами и входами элементов в слое. Удобно считать веса элементами матрицы W. Матрица имеет т строк и п столбцов, где m – число входов, а n – число нейронов. Например, w2,3 – это вес, связывающий третий вход со вторым нейроном. Таким образом, вычисление выходного вектора N, компонентами которого являются выходы OUT нейронов, сводится к матричному умножению N = XW, где N и Х – векторы-строки.

1.3. Многослойные искусственные нейронные сети
Более крупные и сложные нейронные сети обладают, как правило, и большими вычислительными возможностями. Хотя созданы сети всех конфигураций, какие только можно себе представить, послойная организация нейронов копирует слоистые структуры определенных отделов мозга. Оказалось, что такие многослойные сети обладают большими возможностями, чем однослойные, и в последние годы были разработаны алгоритмы для их обучения.
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Рис. 1.6. Двухслойная нейронная сеть

Многослойные сети могут образовываться каскадами слоев. Выход одного слоя является входом для последующего слоя. Подобная сеть показана на рис. 1.6 и снова изображена со всеми соединениями.

1.4. Самоорганизующиеся карты Кохонена
Самоорганизующиеся карты (Self-Organizing Maps, SOM) – одна из разновидностей нейросетевых алгоритмов. Нейронные сети данного типа часто применяются для решения самых различных задач, от восстановления пропусков в данных до анализа и все того же поиска закономерностей.

Важное отличие SOM состоит в большей наглядности и удобстве использования. Если входные данные представляют собой сложную структуру, то разобраться в ней, а уж тем более найти взаимосвязь между различными элементами не всегда представляется возможным. Применив алгоритм, предложенный финским ученым Тейво Кохоненом, мы можем упростить многомерную структуру, которую, в силу ограниченности сознания, человек и представить-то не в силах. Следовательно, SOM можно считать одним из методов проецирования многомерного пространства в пространство с более низкой размерностью. Обычно это двумерная карта, легко представимая на мониторе, имеющая цветную раскраску. Интенсивность цвета в определенной точке зависит от данных, которые туда попали: ячейки, в которые попали элементы с минимальными значениями, или не попало вообще ни одной записи, будут изображены синим цветом, а ячейки с максимальными значениями будут окрашены в красный.

Другое отличие, делающее сеть Кохонена непохожей на все другие типы нейросетей, — принципиально иной подход к обучению. В то время как все остальные сети предназначены для задач с управляемым процессом обучения, сети Кохонена главным образом рассчитаны на неуправляемое. При управляемом обучении наблюдения, составляющие обучающие данные, вместе с входными переменными содержат также и соответствующие им выходные значения, и сеть должна восстановить отображение, переводящее первые во вторые. В случае же неуправляемого обучения обучающие данные содержат только значения входных переменных. На первый взгляд это кажется странным. Как сеть может чему-то научиться, не имея выходных значений? Ответ заключается в том, что сеть Кохонена учится понимать саму структуру данных.    Сеть Кохонена имеет всего два слоя: входной и выходной, составленные из радиальных элементов (выходной слой также называют слоем топологической карты). Элементы топологической карты располагаются в некотором пространстве, как правило, двумерном. Обучается сеть методом последовательных приближений (в нейросетевой терминологии одна итерация называется эпохой). Свойство топологической упорядоченности достигается в алгоритме с помощью дополнительного использования понятия окрестности. Окрестность — это несколько нейронов, окружающих выигравший нейрон. Подобно скорости обучения, размер окрестности убывает со временем. Результатом такого обучения является то, что изначально довольно большие участки сети «перетягиваются» в сторону обучающих примеров. Сеть формирует грубую структуру топологического порядка, при которой похожие наблюдения активируют группы близко лежащих нейронов на топологической карте. С каждой новой эпохой скорость обучения и размер окрестности уменьшаются, выявляя все более тонкие различия внутри участков карты, что, в конце концов, приводит к тонкой настройке каждого нейрона.

В результате итерактивной процедуры обучения сеть организуется таким образом, что элементы, соответствующие центрам, расположенным близко друг от друга в пространстве входов, будут располагаться близко друг от друга и на топологической карте. Вообще же идея сети Кохонена возникла по аналогии с известным свойством человеческого мозга: кора головного мозга представляет собой большой плоский лист площадью около 0,5 кв. м. (разумеется, в черепе она свернута складками), на который непрерывно проецируется изображение всего человеческого тела. Например, участок, ответственный за кисть руки, примыкает к участку, отвечающему за движение всей руки и т.д.

ЗАКЛЮЧЕНИЕ
При разработке программного комплекса сотрудники Астраханского РДУ предполагают использовать алгоритм нейронных сетей, карты Кохонена. Строение нейронных сетей позволит учитывать различные факторы при прогнозировании (аварийные остановы, например). Процесс прогнозирование величины можно построить двумя способами: прогнозирование составляющих и расчет по формуле, а так же прогнозирование самой искомой величины, обучая сети статистическими данными за прошлый год.  
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